Data-Science-Projekte erfolgreich
durchfuhren

Anhand des Data-Science-Lifecycles und eines Beispiels zur Entwicklung eines Vorhersagemo-
dells zur Gewichtsverdnderung bei Milchkiihen nach der Kalbung, zeigen wir lhnen in dieser
Publikation, wie Data-Science-Projekte erfolgreich durchgefiihrt werden kénnen.

Sie fragen sich nun bestimmt zu Recht, wie Data Science mit dem Bereich der Milchproduktion
zusammenhangt. Das ist ganz einfach erklart. Denn Milchviehbetriebe haben im Prinzip das-
selbe Ziel wie Dienstleistungsunternehmen: sie mochten effektiv, effizient und rentabel sein.
Dementsprechend gibt es auch ahnliche Problemstellungen, die im Bereich Data Science mit
Daten gelést werden kénnen. Im Folgenden gehen wir hierauf naher ein.
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Wenn man Unternehmen im Allgemeinen und Milchviehbetrie-
be im Speziellen vergleicht, identifiziert man schnell Uberge-
ordnete und gemeinsame Ziele, namlich die der Umsatz- und
Ertragssteigerung bzw. der Kostensenkung. Unternehmen
erreichen diese Ziele, indem Sie Produkte oder eben Dienst-
leistungen an Kunden verkaufen und die Kundenbedurfnisse
befriedigen. Im Gegensatz dazu verkaufen Milchviehbetriebe
ihr Rohprodukt - in dem Fall die Milch - Gberwiegend zur Wei-
terverarbeitung an Molkereien. Um dieses Rohprodukt zu er-
halten, missen sie die BedUlrfnisse der Milchkihe befriedigen.

Im Dienstleistungssektor sind die Analysemethoden um CRM,
CEM und Customer Analytics weitestgehend bekannt. Man ver-
sucht also Uber die Daten, welche ein Kunde hinterlasst, még-
lichst viele Informationen zu bekommen. Der Milchviehbetrieb
hat hier andere Analysemethoden, die aber auch auf Daten wie
zum Beispiel zum Tier selbst, zu dessen Leistung und Gesund-
heit, basieren. Solche Daten werden dann im so genannten
Herdenmanagement hinterlegt.
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In jedem Data-Science-Projekt gibt es gewisse Problemstel-
lungen, welche anhand von Daten gel6st werden wollen. Die
meisten solcher Projekte haben einen ahnlichen Arbeitsablauf,
welcher genutzt werden kann, um das jeweilige Projekt in
Phasen aufzuteilen, die es typischerweise durchlauft. Hierbei
steht an oberster Stelle das Ubergeordnete Ziel, die jeweilige
Problemstellung zu |8sen.

Grundsatzlich wird der Data Science Lifecycle in sieben Phasen
unterteilt, die wir nachfolgend naher erlautern:

Der Ausgangspunkt des Data Science Lifecycles ist die erste
Phase - das Business Understanding. Denn es ist entschei-
dend, dass die Problemstellung verstanden wird und die rich-
tigen Fragen an Stakeholder gestellt werden, um letztendlich
die richtigen Datensétze zu erhalten. Zudem muss auch Uber-
prift werden, dass die Daten korrekt sind und aussagekraftige
Erkenntnisse aus den Daten geschopft werden kénnen. Mit
einem guten Business Understanding kann dann das Ziel des
Projektes sowie die Variablen, die vorhergesagt werden sollen,
identifiziert und definiert werden.

Aufbauend auf dem Business Understanding folgt Schritt
zwei — das Data Mining. In dieser Phase werden die benétigten
Daten gesammelt. Entweder liegen diese bereits vor und sie
kénnen aus bestehenden Datenquellen abgefragt werden, oder
die Daten mUssen zunachst erfasst werden.

Tipp/Hinweis: Sollten die Daten erst erfasst werden mdissen,
sollte unbedingt die nétige Zeit hierfiir eingeplant werden.
Manchmal kann es Wochen und Monate dauern, bis alle relevan-
ten Daten zusammengetragen sind!

Nachdem alle relevanten Daten vorliegen, folgt Schritt drei —
das Data Cleaning. Hier werden die Daten genauer unter die
Lupe genommen, bereinigt und fir weitere Analysen vorberei-
tet. Das Bereinigen bedeutet im Wesentlichen das Entfernen
von Diskrepanzen also beispielsweise fehlende, falsche oder
nicht bendtigte Werte herauszunehmen. Im GroBen und Gan-
zen wird hierbei also sortiert und strukturiert.

AnschlieBend folgt Schritt vier — die Data Exploration. Hierbei
werden héaufig die Datenstatistiken wie Mittel-, Medial- und
Extremwerte berechnet, um die Verteilung der Daten besser
nachzuvollziehen. In diesem Schritt kénnen bereits erste Visua-
lisierungen vorgenommen werden. Beispielsweise Diagramme
wie Histogramme, Punkt- oder Liniendiagramme. Letzteres
hilft dabei, die Daten besser zu verstehen, aber auch, um viel-
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leicht versteckte Muster zu erkennen, welche eine zuséatzliche
Information geben. Zum Beispiel Saisonalitaten, die vorher
nicht bekannt waren.

Wissenswert: Diese ersten Schritte (1 bis 4) nehmen 70 bis 90
Prozent der Projektzeit in Anspruch. Und das ist sehr wichtig,
denn hier wird geschaut, ob die Daten, die vorhanden sind,
tatsdchlich reprdsentativ sind und qualitativ so hochwertig, dass
das vorangestellte Ziel erreicht werden kann.

Mit den aus den ersten Schritten gewonnenen Erkenntnissen
wird dann in Schritt finf gestartet — Feature Engineering. Hier
werden die Rohdaten so aufbereitet, dass sie sofort in Machine
Learning Algorithmen verarbeitet werden kénnen. Haufige Fak-
toren hierbei sind beispielsweise das Transformieren von Varia-
blen, die Berechnung von Interaktionen oder die Erstellung von
,Dummy-Variablen®, Dieser Schritt hat das Ziel, gegenlber den
Rohdaten einen Mehrwert zu schaffen. Die Herausforderung
hierbei ist jedoch, dass keine unndtigen Daten verarbeitet wer-
den, aber wichtige Daten ebenso nicht verloren gehen.

Sind alle Rohdaten verarbeitet, folgt Schritt sechs — das Predic-
tive Modeling. Hier werden die Machine Learning Algorithmen
angewendet, um ein passendes Datenmodell zu erstellen. Ba-
sierend auf dem vorliegenden Problem, die Daten, welche ge-
sammelt wurden, sowie dem definierten Ziel, gibt es verschie-
dene Arten von Algorithmen. Beispielsweise logistische und
lineare Regressionen, Clustering-Methoden etc. Nachdem das
Datenmodell in dieser Phase aufgesetzt wurde, wird die Perfor-
mance evaluiert. Dafur wird das Modell auf bisher unbekannte
Testdaten angewendet und Uber entsprechende Metriken wird
dann die Performance sowie die Genauigkeit des Modells be-
stimmt, angepasst und verbessert.

Ist ein Datenmodell aufgebaut, folgt der letzte Schritt - die
Datenvisualisierung. Hier werden die Ergebnisse des Projektes
mithilfe von Grafiken aber auch Storytelling dargestellt und
den Stakeholdern vorgestellt.

Wichtig: Die Stakeholder haben nicht immer einen technischen
Hintergrund. Es sollte versucht werden, die Ergebnisse und
Visualisierungen méglichst klar, einfach und nachvollziehbar
darzustellen.

Generell 18sst sich sagen, dass der Data Science Lifecycle kein
linearer Prozess ist. Unter Umstdnden mdissen bestimmte
Schritte iterativ ausgeflihrt werden, um bestmdgliche Ergeb-
nisse zu erzielen. Beispielsweise kann es vorkommen, dass in
Schritt 4 festgestellt wird, dass zu wenig Daten vorhanden sind.
Demnach musste an dieser Stelle in Schritt 2 zurlckgesprun-
gen werden, um mehr Daten zu sammeln.

Um das Vorhersagemodell zur Gewichtsverdnderung bei
Milchkihen nach der Kalbung aufzubauen, wurden alle sieben
Schritte des Data Science Lifecycles durchgearbeitet.

Im ersten Schritt, dem Business Understanding, wurden fol-

gende Fakten aufgelistet:

*  Generellist es so, dass S&ugetiere nach der Geburt Korper-
reserven mobilisieren, um die Milchproduktion aufrecht zu
erhalten. Das heiBt, dass in dieser Phase die Energieauf-
nahme kleiner als die Energieabgabe ist und somit eine
negative Energiebilanz herrscht.

*  Wenn aber eine UberméaBige Mobilisierung von Kdrperre-
serven stattfindet, kann es fir das Tier hinsichtlich Ge-
sundheit und Fruchtbarkeit problematisch werden.

Futteraufnahme
—  ————___ (Energieaufnahme)

Milchleistung
(Energieabgabe)

Milchleistung (in kg)

Laktationstag

Das Ziel des Projektes war es, Milchklhe zu identifizieren, bei
denen nach der Kalbung ein zu hoher Verlust am Kérperge-
wicht zu erwarten ist. Denn wenn Saugetiere zu viel Kérperge-
wicht verlieren, kann der Stoffwechsel entgleisen. Und es ist
besser die Entgleisung des Stoffwechsels zu verhindern, als
diese wieder einzuloten.

Die Herausforderung in der Praxis ist, dass eine routinemaBige
und genaue Gewichtsmessung von MilchklUhen schwierig ist.

Demnach wurde als tbergeordnetes Ziel die Vorhersage zur
Schdtzung der Gewichtsverdnderung gesetzt.

Die Mobilisierung von Koérperreserven bedeutet, dass Koérper-
fette mobilisiert werden. Daher wurde sich der Aufbau von
Fetten zunachst nochmal hervorgerufen und Informationen
zusammengetragen. Fette bestehen aus Triglyceriden (Glycerin
und drei Fettsauren) und sind auch ein Bestandteil der Milch.
Daher kann das Fett sowie Fettséduren in dieser gemessen wer-
den. Doch wo kommen die Fettsauren eigentlich her? Auf der
einen Seite gibt es die ,de novo“-Fettséduren, welche im Euter
synthetisiert werden. Auf der anderen Seite gibt es ,preformed*
-Fettsauren, welche Uberwiegend aus den Korperfettreserven
kommen. Darlber hinaus gibt es die ,mixed“-Fettséuren, die
sowohl direkt im Euter synthetisiert werden als auch direkt aus
den Korperfettreserven stammen kénnen.

Aus diesen Erkenntnissen entstand die Idee, die Vorhersage der Ge-
wichtsverdnderung anhand des Milchfettséureprofils zu erstellen.
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Bei diesem Projekt lagen bereits Datensatze vor. Der erste Da-
tensatz, die Milchanalysedaten, stammten aus der Milchkont-
rolle. Dabei werden die Milch sowie die Milchfettséduren lber
Infrarotspektroskopie analysiert.

Der zweite Datensatz, die Gewichtsdaten, stammten aus ei-
ner Kooperation mit einem Melktechnik-Hersteller, wobei die
Gewichte aus automatischen Melksystemen mit integriertem
Wiegebogen gezogen wurden. Im Schnitt entstanden somit 2,5
Gewichtsmessungen pro Tag und pro Kuh.

Folgende beiden Datenséatze haben sich daraus ergeben:

e Gewichtsdaten

daten
Einzelmessungen 197.058 28.581.762
Anzahl Milchkiihe 34.870 35.787
Anzahl Herden 169 168

Messzeitraum 03/2015 - 03/2017 | 01/2015 - 09/2017

Messintervall/ 1x Monatlich @ 2,5x Taglich

Kuh

In dieser Phase, dem Data Cleaning, wurden die Daten genauer
unter die Lupe genommen und bereinigt. Bei den Milchanaly-
sedaten wurde beispielsweise eine Entfernung von Beobach-
tung mit fehlenden Werten, abnormale Beobachtungen in den
Milchfettsdurewerten sowie Daten der Laktationszahl gréBer
als 3 und der Laktationstage kleiner als 5 sowie groBer als 305
Tage vorgenommen.

Definition ,Laktation“ & ,Laktationstage”: Eine Laktation
bedeutet, dass die Kuh ein Kalb bekommen hat. Das heifit, sie
kalbt und startet dann in die Milchproduktion also in die erste
Laktation. Nachdem sie das zweite Kalb bekommen hat, startet
sie in die zweite Laktation etc. (Im Projekt wurde die Laktations-
zahl auf 8 begrenzt, weil hierzu die meisten Daten vorlagen.) Die
Laktationstage sind die , Tage in Milch pro Laktation®.

Im Hinblick auf die Gewichtsdaten wurde eine Entfernung
von Beobachtungen mit abnormalen Beobachtungen in den
Gewichten sowie ebenfalls der Laktationszahl gréBer als 3 und
der Laktationstage kleiner als 5 und gréBer als 305 Tage vorge-
nommen.

Hier wurde geschaut, ob die Daten reprasentativ sind, ob sie
das darstellen, was zundchst im Business Understanding de-
finiert wurde. AuBerdem wurde geprift, ob vielleicht sogar
neue, unbekannte Muster der Daten vorhanden sind. Die
Datenstatistik wurde ausgewertet, indem der Mittelwert, die
Standardabweichung sowie Minimum und Maximum errech-

net wurden. Letzteres galt beispielsweise flir die Milch an sich,
flr den Fett- oder Proteinanteil oder flr die Fettsauregruppen
und Gewichte.

Die ersten Daten - beispielsweise zu den Gewichten - wurden
in Diagramme Ubertragen. Hier kam unter anderem heraus,
dass die Kuhe den Tiefstand des Gewichtsverlusts ca. am 30.
Laktationstag erreichen und anschlieBend 60 bis 100 Tage be-
ndtigen, um das Ursprungsgewicht wieder zu erreichen.

Die Basis des Projektes, ndmlich mit dem Modell die Kérperge-
wichtsverdnderung hervorzusagen, war an dieser Stelle noch
nicht abgeschlossen bzw. erreicht. Denn die Daten boten nur
die jeweiligen Gewichte der Kiihe und noch keinen Aufschluss
Uber dessen Veranderungen. Deshalb mussten letztere errech-
net werden. Dies geschah, indem das Kérpergewicht von Tag
X minus das Korpergewichtes des Vortages errechnet wurde
und anschlieBend nochmal durch das Gewicht des Vortages
genommen wurde. Somit entstand eine relative tagliche Koér-
pergewichtsverdnderung in Gramm pro Kilo Kérpergewicht.
Der Grund fur diese Berechnung war, dass eine standardisierte
Metrik Uber alle Kiihe hinweg erstellt werden sollte.

Die Ergebnisse wurden erneut in Diagramme gegossen. An-
schlieBend wurden die beiden Datensétze miteinander ver-
schmolzen (englisch: Datamerge). Dies geschah anhand der
Tiernummer sowie anhand des jeweiligen Datums. Die Daten-
satze zur Milchanalyse lagen allerdings monatlich vor, wahrend
die Daten zur Gewichtsveranderung taglich vorlagen.

Die zentrale Frage lautete also: Welche und wie viele Kérper-
gewichtsveranderungen werden durch das Milchfettsaureprofil
am Tag der Milchanalyse eigentlich reprasentiert? Wie schnell
andert sich das Milchfettsaureprofil, wenn eine verénderte
Energieversorgung vorliegt? Hierflir lagen noch keine Studien
vor. Also wurde mit einer Professorin gesprochen, die ihr Feed-
back hierzu gegeben hat, auf dessen Basis Annahmen getrof-
fen werden konnten.

Damit wurde ein finaler Datensatz entworfen:

Milchanalyse- | Gewichts- Modelldaten
daten daten

Einzelmes- 197.058 28.581.762 19.138
sungen
Anzahl 34.870 35.787 16.847
Milchkiihe
Anzahl 169 168 165
Herden
Messzeit- 03/2015 - 01/2015 - 03/2015 -
raum 03/2017 09/2017 03/2017
Messinter- | 1x Monatlich | @ 2,5x Taglich | 1x Monatlich
vall /Kuh

In der sechsten Phase, dem Predictive Modelling, wurde dann
eine Variablenselektion anhand einer Principle Component
Analysis (PCA) durchgeflihrt. Das Ziel hierbei war es, die wich-
tigsten Variablen fir das Datenmodell zu erhalten. Im nachs-
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ten Schritt wurden die Variablen normalisiert, denn sie lagen
in unterschiedlichen Einheiten wie beispielsweise ,Gramm*
und ,Kilogramm® vor. Im dritten Schritt wurde sich dann far
das Vorhersagemodell des ,Random Forest Algorithm*“ ent-
schieden. Denn dieser kann mit einer Vielzahl von linearen
und nicht-linearen Beziehungen zwischen Variablen und einem
hochdimensionalen Datensatz mit entsprechender Komplexi-
tat umgehen.

Exkurs: Was ist der Random Forest Algorithm? Dieser Algorith-
mus basiert auf mehreren Entscheidungsbdumen. Daflr wird
der gesamte Datensatz in mehrere kleine Datensdtze aufgeteilt.
An solche kleinen Stichproben werden Entscheidungsbdume
angepasst. Dabei verwenden diese Entscheidungsbdume auch
nicht immer alle Variablen, sondern eine Teilanzahl. Von dieser
Teilanzahl wird schlussendlich ein finales Ergebnis erstellt.

Im Projekt wurden die Datensatze nun also gesplittet und in
ein Trainings- sowie einen Testdatensatz aufgeteilt. Hierbei wur-
den 80% in das Trainieren des Modells verwendet und 20% der
Daten als Testdatensatz zur Seite gelegt. Es konnte allerdings
nicht alles dem Zufall Uberlassen werden, denn es gab beim
Projekt einen Einzeltier- sowie einen Herdeneffekt. Hier gibt es
beispielweise Unterschiede in der Flitterung oder Haltung, was
sich natlrlich auf das Gewicht der Milchkuhe auswirkt. Daher
erfolgte die Datensplittung zum einen nach den Einzeltieren
und zum anderen nach der Herde.

AuBerdem wurde der Trainingsdatensatz anhand der 10-fachen
Kreuzvalidierung erneut in weitere zehn kleinere Datensatze
gesplittet. Nachdem das Modell aufgebaut wurde, wurde es
auBerdem an sieben verschiedenen Metriken evaluiert und die
Performance gemessen.

In der letzten Phase des Data Lifecycles wurde explizit bei die-
sem Projekt ein wissenschaftliches Paper erstellt. Die Ergebnis-
se wurden demnach in speziellen Grafiken aufbereitet.

Zu den ersten drei Variablen mit dem hoéchsten Einfluss auf
das Modell zahlen die kurzkettigen Fettsauren (,de novo"), die
C18:0-Fettsauren und die einfach-ungeséttigten Fettsauren
(beide ,preformed"). Hierflir wurde dementsprechend eine
weitere Ergebnis-Grafik erstellt. Tiere mit einer negativen Kér-
pergewichtsverdnderung haben tendenziell niedrigere Werte
in kurzkettigen Fettséuren und héhere Werte in der C18:0- und
den einfach-ungesattigten Fettséuren. Dies spiegelt die Annah-
me aus dem Business Understanding wider. Es werden Kor-
perreserven mobilisiert, um zu versuchen die negative Energie
auszugleichen.

Quellenangabe:

In einem weiteren Schritt wurden die beobachteten Gewichts-
veranderungen mit denen aus dem Random Forest Modell
vorhergesagten Gewichtsverdnderungen in Bezug gesetzt. Die
vorhergesagten Veradnderungen unterschieden sich nicht sig-
nifikant von den beobachteten, was beweist, dass das Modell
generell in der Lage ist, die Gewichtsveranderungen vorherzu-
sagen.

Das letzte Ergebnis bezieht sich auf die Messung der Perfo-
mance des Modells anhand der zurlckgelegten Testdaten. Hier
wurden die einzelnen Metriken aufgelistet und nach den Strati-
fikationen ,Einzeltier" sowie ,Herde" unterteilt. Die Performan-
ce des Testdatensatzes verliert allerdings im Gegensatz zu den
Kreuzvalidierungs-Datenséatzen an Performance. Das Modell
eignet sich in der modellierten Form also noch nicht unbedingt
fUr einen praktischen Einsatz.

Wissenswert: Man sollte sich also Gedanken machen, warum
der Testdatensatz nicht so gut performt. Woran kann das liegen
und was kann hierbei noch optimiert werden?

Der Data Science Lifecycle hilft dabei, Projekte — egal wie
exotisch und speziell diese sind - in ihren einzelnen Entwick-
lungsphasen zu strukturieren. Dies unterstltzt bei der Planung
einzelner Arbeitsschritte sowie bei der zeitlichen Umsetzung
des Projektes. Des Weiteren ist der Data Science Lifecycle sehr
nltzlich in Bezug auf die Fokussierung und dient dazu, einen
Ubersichtlichen Fahrplan zu haben.

von Franziska Dettmann und Natalie Niebuhr,
CINTELLIC Consulting Group

Dettmann, F.; Warner, D.; Buitenhuis, B.; Kargo, M., Kjeldsen, A.M.H.; Nielsen, N.H.; Lefebvre, D.M.; Santschi, D.E. Fatty Acid Profiles from Routine Milk
Recording as a Decision Tool for Body Weight Change of Dairy Cows after Calving. Animals 2020, 10, 1958. https://doi.org/10.3390/ani10111958

Best Practice Data-Science-Lifecycle


https://doi.org/10.3390/ani10111958

Ansprechpartner Uber CINTELLIC

Dr. Jorg Reinnarth Die 2010 gegriindete CINTELLIC Consulting Group ist
Geschdftsfihrer eine auf digitales Kundenmanagement spezialisierte
CINTELLIC Consulting Group Unternehmensberatung, die ihre Klienten vom ersten
joerg.reinnarth@cintellic.com Konzept bis zur Umsetzung in der Praxis ganzheitlich

begleitet. An den Standorten in Bonn, Frankfurt am
Main und Minchen arbeiten liber 70 Mitarbeiterinnen
und Mitarbeiter.

Zu den Klienten zahlen DAX-Konzerne, fithrende mittel-
standische Unternehmen und insbesondere zahlreiche

Stephan Kléckner sogenannte ,Hidden Champions“ mit den Branchen-
Senior Manager schwerpunkten Banken und Versicherungen, Telekom-
CINTELLIC Consulting Group munikation, IT, Medien, Unterhaltung, Handel, E-Com-
stephan.kloeckner@cintellic.com merce, Versorger und Logistik.

www.cintellic.com

#jointheteam

CINTELLIC befindet sich auf Wachstumskurs. Vielleicht mit
lhnen? Jetzt Stellenanzeigen entdecken und bewerben!
https://www.cintellic.com/stellenangebote/

Cintellic im Social Web

fMinlvIRIEN >

Cintellic GmbH

RemigiusstraBe 16

53111 Bonn

t +49 228 92 65 18 20 ClNTELL’
info@cintellic.com

www.cintellic.com CONSULTING GROUP


mailto:info%40cintellic.com?subject=
https://www.cintellic.com
https://www.linkedin.com/company/cintellic/
http://www.facebook.com/cintellic
http://www.twitter.com/cintellic
https://www.xing.com/company/cintellicconsultinggroup/updates
https://www.youtube.com/channel/UC3fRr6sxrdYBDvnvoXAbvmQ

